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Resumen — El presente articulo propone un modelo de Machine Learning para predecir el estado de la cosecha a partir
de informacién de consumo de pesticidas y otras variables del cultivo, para lo cual se sigue la metodologia de machine
Learning, la cual consiste en cuatro pasos que son: Preprocesamiento y analisis de la informacién, separacién de los
datos de entrenamiento, test y validacion; seleccion de los modelos, y evaluacién de los hiperparametros del modelo a
partir de una métrica. Para eso se proponen cinco modelos de clasificacion, para la evaluacién se toma como métrica
Accuracy score, como resultado final se obtienen los valores de los hiperparametros correspondientes a los Modelos y se
selecciona uno de ellos.

Palabras clave: Machine Learning, Agricultura de precision, KNN, Métrica de precision, arbol de decision.

Abstract — This article proposes a Machine Learning model to predict the state of the harvest from information on the
consumption of pesticides and other crop variables. A machine learning methodology is followed, which consists of four
steps. At first, a stage of preprocessing and analysis of information, and separation of training, test, and validation data.
The final stages include the selection of models and evaluation of hyperparameters of the model from a metric. For this,
five classification models are proposed, and the accuracy score is taken as a metric for evaluation. As a result, the
hyperparameters for every model are obtained, and the best-performing model is selected.

Keywords: Machine Learning, Smart Agriculture, KNN, Accuracy Score, Decision Tree.

1 INTRODUCCION

La agricultura tradicional se ve afectada por factores ambientales externos, los cuales reducen el rendimiento y la calidad
de los cultivos [1], uno los factores que acentla el impacto es el cambio climético. Los andlisis indican que para el 2050
es probable que se presenten aumentos significativos de la temperatura, precipitacién mas erratica y mayor prevalencia
de plagas y enfermedades [2]. En Colombia el impacto seria significativo debido a que el sector agropecuario en
Colombia es responsable de mas de una décima parte del PIB del pais y fuente de empleo para mas de una quinta parte
de su poblacién. [3]

En el caso de las plagas y enfermedades va en aumento, y es probable que la situaciéon empeore con la agudizacion del
cambio climatico [4]. Los cultivos actualmente afectados incluyen las musaceas (bananos, platanos) en areas por encima
de los 500 msnm, el café en areas por encima de los 1500 msnm [5], la papa en &reas por debajo de los 2500 msnm, asi
como el cacao, el maiz y la yuca.[6], lo cual genera un uso intensivo de pesticidas que puede representar altos costos
econdmicos para los pequefios productores y costos a largo plazo para el agroecosistema [6].

Con el uso de los pesticidas se debe tener mucho cuidado ya que la dosis correcta permite hacer un control de las
plagas y enfermedades, pero si se agrega mas de lo requerido, se puede estropear toda la cosecha. Como una solucioén
a este problema ha tomado fuerza la implementacion de agricultura inteligente, la cual busca que la agricultura sea mas
eficiente y eficaz con la ayuda de algoritmos de alta precision, para lo cual usa Machine Learning [7]. Este ha surgido,
junto con tecnologias de big data y computacion de alto rendimiento, para crear nuevas oportunidades para desentrafiar,
cuantificar y comprender los procesos intensivos de datos en entornos operativos agricolas.[6].
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En este articulo se propone un modelo de machine Learning para predecir el estado de la cosecha a partir de
informacion del consumo de pesticidas y otras variables del cultivo, para lo cual el articulo esta dividido en las siguientes
sesiones: Estado del arte, Marco tedrico, Metodologia, conclusiones y bibliografia.

2 ESTADO DEL ARTE

La agricultura inteligente pretende brindar una herramienta al agricultor para poder procesar la informacién del cultivo y
con esta predecir el comportamiento que va a tener la cosecha, esto le permitird mejorar la toma de decisiones haciendo
que la agricultura sea mas eficiente y eficaz. La agricultura inteligente se ha venido desarrollando en los dltimos afios, y
con el fin de dar un panorama de avance de esta nueva area de conocimiento, se realizé una revisién en la cual no solo
se busca mostrar cuales son las tendencias en el area, si no también ver los referentes teodricos.

Para realizar la revisién se definié una ecuacion de “Machine Learning” and “Precision agriculture”, con la cual se realizd
una busqueda en la base de datos de Scopus. Dicha busqueda arroj6é una cantidad de 1812 documentos, con los cuales
se lograron hacer los siguientes andlisis: nUmero de documentos por afio, nimero de publicaciones por pais, nimero de
publicaciones por institucion y namero de publicaciones por Autor.

En la figura 1 se puede observar el nimero de publicaciones en los ultimos 15 afios, de la cual es posible observar que

el area tematica se encuentra en crecimiento, en especial los Ultimos seis afios, lo cual refleja la importancia de la
agricultura inteligente.
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Fig. 1. Namero de publicaciones por afio para las teméaticas de “Machine Learning” and “Precision agriculture” en Scopus

En la figura 2 se puede ver cudles son los paises que mas han publicado en el area y se convierten en referentes
tedricos, los paises mas relevantes son: India, Estados Unidos, China y Australia.
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Fig. 2. Namero de publicaciones por pais para las teméticas de “Machine Learning” and “Precision agriculture” en Scopus

En la figura 3, se puede ver cudles son las instituciones mas importantes en el area, entre las que se destacan: Chinese
Academy of Sciences de China, Universidade de Sao Paulo — USP de Brazil, Wageningen University & Research de
Nueva Zelanda, University of Southern Queensland de Australia y Consejo Superior de Investigaciones Cientificas de
Espafia
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Fig. 3. Numero de publicaciones por institucion para las tematicas de “Machine Learning” and “Precision agriculture” en Scopus
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En la figura 4 se puede ver cuéles son los autores mas representativos en el area, entre los cuales se destacan: Deo,
Ravinesh C, de University of Southern Queensland, Toowoomba, Australia; Corrales, Juan Carlos, de Universidad del
Cauca, Popayan, Colombia; Yalcin, Hiilya, de Istanbul Teknik Universitesi, Istanbul, Turkey; y Ampatzidis, Yiannis G,
University of Florida Institute of Food and Agricultural Sciences, Gainesville, Estados Unidos
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Fig. 4. Numero de publicaciones por autor para las tematicas de “Machine Learning” and “Precision agriculture” en Scopus

Adicionalmente con la ayuda de Vosviewer se identificaron las tematicas en las cuales se esta desarrollando el area de
agricultura inteligente, a través de la construccion de una red de palabras claves, la cual se presenta en la figura 5.
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Fig. 5. Red de palabras clave de Agricultura inteligente.
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Entre las palabras encontradas se destacan varios términos gque son Utiles a la hora de conocer mas informacion sobre
las areas relacionadas: Agricultura robots, unmanned aerial vehicles, image processing, computer vision; modelos de
machine learning: classification (of information),Decision trees, support vector machines, Regression analysis, Random
Forest, Support vector machine, forecasting, Neural networks, Data mining y Artificial intelligence adicionalmente se
destacan medidas de desempefio de los modelos Mean square error [8]. En la figura 5 se puede ver que las palabras se
pueden dividir cuatro clusteres, los cuales se presentan en la tabla 1.

TaBLA 1
CLUSTER DE TERMINOS RELACIONADOS CON AGRICULTURA INTELIGENTE

Cluster uno Cluster dos Clister tres Cluster cuatro
algorithm agricultural robots agricultural machinery | classification

artificial neural network | antennas agriculture classification (of information)
climate change computer vision artificial intelligence data mining

decision trees crops cultivation image classification
forecasting deep learning decision making mapping

mean square error image processing internet of things remote sensing
prediction machine learning techniques learning algorithms support vector machines
random forest neural networks learning systems

regression analysis precision agriculture

soils unmanned aerial vehicles (uav)

3 MARCO TEORICO

El Machine Learning en la agricultura de precision busca encontrar patrones a partir de la informacion histérica de las
diferentes variables del cultivo, con el fin de mejorar toma de decisiones que permitan garantizar una mayor
productividad y calidad de la cosecha [1]. Los algoritmos de clasificacién buscan predecir los posibles estados a partir de
informacion [9] como se muestra en la figura 6. Estos algoritmos buscan patrones que permitan hacer la clasificacion
[10].

Clase 1

Base de datos Modelo Machine

Clase 2

variable Learning

Fig. 6. Funcionamiento de algoritmo de clasificacion

Con el fin de procesar la informacion se han utilizado diferentes modelos clasificacion, como son: Decision Tree, Naive
Bayes, Support Vector Machine (SVM) y KNN [11].

3.1 Decision Tree

El arbol de decisién consiste la formulacion de un nimero de preguntas condicionales, de tal forma que para cada
pregunta se dividan los datos hasta lograr definir claramente a que categoria pertenecen; el nimero de preguntas se
conoce como el hiperparametro de este modelo. En la figura 7 se presenta un ejemplo de arbol de decision [11].
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X[5] == 0.B41
gimi = 0.282
samples = 39887
value = [33324, 5524, 1039]

X[3] ==1.5 X[32] == 2.5
gimi = 0217 gimi = 0. ﬂ.El
samples = 31796 samples = 80
walue = [27939, 3356, 501] walue = [5385, 2168 538]
gini = 0.5 gimi = 0.203 gimi = 0.348 gimi = 0.566
samples = 370 samples = 31426 samples = 4005 samples = 4086
value = [52, 246, 72] walue = [2TBET, 3110, 429] value = [3149, 725, 131] walue = [2236, 1443, 407]

Fig. 7. llustracion de un clasificador por arbol de decision.

En la figura 7 se puede ver el arbol de decision en donde la primera pregunta es X[5] = 0.841X[5] = 0.841; gj|a
respuesta es si pasa al lado derecho y si la respuesta en no al izquierdo, asi para cada pregunta divide los datos y se
generan los subconjuntos en los cuales se mide la probabilidad de pertenecer una categoria con el denominado
indice de Gini: a medida que se realizan mas preguntas se aumenta la probabilidad de pertenecer a una categoria.
Para el &rbol de decisiones utilizaremos la libreria sklearn DecisionTreeClassifier [11], [12].

3.2 Clasificador KNN
El modelo de vecinos cercanos parte del concepto de vecindad, en el cual define la categoria a partir del nimero K de

vecinos mas cercanos [13], por esta razén el valor K se conoce como el hiperparametro de este modelo. En la figura
11 se muestra un ejemplo de este clasificador.
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Fig. 8. llustracién de un clasificador KNN

De la figura 8, se elegimos un punto de la grafica donde encuentre que hay 3 vecinos de color rojo, por mayoria el
punto deberia pertenecer a la categoria de cuadros rojos. Para nimero de vecinos cercanos KNN utilizaremos la
libreria de sklearn KNeighborsClassifier [11].
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3.3 Naive Bayes

El método Naive Bayes es un método de clasificacion, el cual genera una hip6tesis para el conjunto de clases de
salida en funcién de los atributos de entrada, su enfoque es probabilistico, al determinar la probabilidad de una clase
de acuerdo con los atributos de entrada [11]. Para Naive Bayes se utlizara la libreria de
sklearn.naive_bayes.MultinomialNB [11][14].

3.4 Maquina de Soporte Vectorial

La maquina de soporte vectorial es un método de clasificacion en el cual se define un vector de separacion entre las
diferentes clases, el cual debe cumplir la maxima distancia posible a los elementos de cada clase. Se usa
particularmente en dominios ruidosos y complejos. Para Support Vector Machine se usara la libreria sklearn.svm. Svc
[11], [15].

4 METODOLOGIA

4.1 Datos

La mayoria de las personas no aprecian el trabajo del agricultor, pero este trabajo es una verdadera prueba de
resistencia y determinacion. Una vez sembradas las semillas, trabaja dias y noches para asegurarse de que cultiva
una buena cosecha al final de la temporada. Existe varios factores que pueden afectar el éxito de la cosecha como
son: la disponibilidad de agua, la fertilidad del suelo, la proteccion de los cultivos de los roedores, el uso oportuno de
pesticidas y otros productos quimicos [16]. Si bien muchos de estos factores son dificiles de controlar, la cantidad y
frecuencia de los pesticidas es algo que el agricultor puede controlar.

Los pesticidas también son especiales, porque mientras protegen el cultivo con la dosis correcta, pero, si agregas mas
de lo requerido, pueden estropear toda la cosecha [17]. Un alto nivel de pesticida puede considerar el cultivo muerto /
inadecuado para el consumo entre muchos resultados. Estos datos se basan en cultivos cosechados por varios
agricultores al final de la temporada de cosecha. Para simplificar el problema, se puede suponer que todos los demas
factores como las variaciones en las técnicas de cultivo han sido controlados. Es necesario determinar el resultado de
la temporada de cosecha, es decir, si el cultivo estaria sano (vivo), dafiado por pesticidas o dafiado por otras razones.

4.2 Andélisis exploratorio de los datos

Los datos estan compuestos por 10 variables los cuales se presentan en la tabla 2, para los cuales se dispone de
88854 datos. De las variables se tiene una identificacién ID, 5 variables categ6ricas que son: Tipo de cultivo, tipo de
suelo, tipo de uso de pesticidas, estacion y categoria de dafios a los cultivos. Adicionalmente, se cuenta con 4
variables numéricas que son: nimero estimado de insectos por metro cuadrado, nimero de dosis por semana de
pesticida, nimero de semanas que se utilizé pesticida y nimero de semanas sin uso de pesticidas.

TABLA 2 Variable de la base de datos

Columna Descripcién Valores
ID Identificacion ID
Estimated_Insects_Count | nimero estimado de insectos | Numérico
por metro cuadrado
Crop_Type Tipo de cultivo Categorias (0,1)
Soil_Type tipo de suelo Categorias (0,1)
Pesticide_Use_Category | tipo de uso de pesticidas Categorias (1: nunca, 2: previamente usado, 3: usado
actualmente)
Number_Doses_Week namero de dosis por semana de | Numérico
pesticida
Number_Weeks_Used namero de semanas que se | Numérico
utilizé pesticida
Number_Weeks_Quit ndmero de semanas sin uso de | Numérico
pesticidas
Season estacion categoria (1,2,3)
Crop_Damage categoria de dafios a los Categorias (0: cultivo saludable, 1: dafios por otras
cultivos causas, 2: dafios por el uso de pesticidas)
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4.3 Procesamiento de la informacion

Al revisar la informacién se identifica que las variables “Number_Weeks_Used” tabla 3, tiene un total de 79858 datos
no nulos, lo que equivale a tener 9000 datos nulos que en porcentaje son 10 % de los registros. Para no perder la
informacion de las demas variables que si cuentan con el registro, se procede a sustituir los datos nulos faltantes [18].

TABLA 3
RESUMEN DE LOS DATOS

Columna Numero de datos no nulos | Tipo de datos
ID 88858 object
Estimated Insects Count | 88858 int64
Crop_Type 88858 int64
Soil_Type 88858 int64
Pesticide_Use Category | 88858 int64
Number Doses Week 88858 int64
Number Weeks Used 79858 float64
Number Weeks Quit 88858 int64
Season 88858 int64
Crop_Damage 88858 int64

Para este proceso se utilizan tres posibilidades que son:

e Reemplazar por la media: se remplaza los datos faltantes por la media
¢ Rellenar hacia adelante: se remplaza los datos faltantes por los datos adelante (series de tiempo)
e Rellenar hacia atras: se remplaza los datos faltantes por los datos atras (series de tiempo)

Con el fin de identificar si el promedio pudiera ser un valor adecuado para realizar la sustitucion de los datos faltantes,
se procedi6 a realizar los estadisticos de la variable “Number_Weeks_Used”, los cuales se presentan en la tabla 4.
Adicionalmente, se grafica un histograma con los valores de la variable, la cual se puede ver en la figura 9 y en la cual
se ubico aproximadamente el promedio con una linea roja.
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Fig. 9. Histograma del Numero de semanas que se utilizé pesticida.

En la figura 9 se puede ver que los datos de la variable tienen una distribucion normal, con una concentracién de
datos alrededor de la media y, adicionalmente, que los percentiles de 25 y 75 se encuentran cercanos a la media. Por
este motivo se tomd como decision utilizar la media para sustituir los datos faltantes debido a que es el valor méas
representativo.
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TaBLA 4
DATOS RELACIONADOS CON EL NUMERO DE SEMANAS QUE SE UTILIZO PESTICIDA

Numero de datos 79858
promedio 28.623970
std 12.391881
minimo 0
Q 25% 20
Q 50% 28
Q 75% 37
Maximo 67

TABLAS

DESCRIPCION DE LOS DATOS

Variable NlUmero promedio std minimo Q Q50% | Q Maximo
de datos 25% 75%

Estimated Insects Count | 88858 1399.012210 | 849.048781 | 150.000000 | 731 | 1212 1898 | 4097
Crop_Type 88858 0.284375 0.451119 0 0 0 1 1
Soil_Type 88858 0.458417 0.498271 0 0 0 1 1
Pesticide Use Category | 88858 2.264186 0.461772 1 2 2 3 3
Number Doses Week 88858 25.849952 15.554428 | 0 15 20 40 95
Number Weeks Used 88858 28.623970 11.747567 | 0O 20 20,623 | 36 67
Number Weeks Quit 88858 9.589986 9.900631 0 0 7 16 50
Season 88858 1.896959 0.701322 1 1 2 2 3
Crop_Damage 88858 0.190562 0.454215 0 0 0 0 2

Luego de ajustar los datos faltantes es necesario estandarizacion de los datos de las variables, esto se debe a que
hay variables que tiene una escala mayor que las demas, lo cual puede producir que estas cuenten con un mayor
peso relativo a la hora de entrenar el modelo incurriendo asi en un error en la prediccion [19]. En nuestro caso las
variables “Estimated_Insects_Count”, “Number_Doses Week”, “Number_Weeks_Used” y “Number_Weeks_Quit”,
requieren un ajuste de escala, para lo cual se utilizé el comando estandar escalar sklearn, después de normalizar los
datos.

TABLA 6
ESTANDARIZACION DE LOS DATOS
Variable Numero de | promedio std | minimo | Q 25% Q 50% Q75% | Maximo
datos
Estimated_Insects_Count | 88858 6.712815e-16 | 1 -1.4711 | -0.7867 | -0.2202 0.58770 | 3.177677
Number_Doses_Week 88858 4.375397e-17 | 1 - -0.6975 | -0.3761 0.90971 | 4.445708
1.66191
Number_Weeks_Used 88858 4.375397e-17 | 1 - - 3.024229e- 0.62788 | 3.266740
2.43660 | 0.73411 | 16
Number_Weeks_Quit 88858 3.900862e-15 | 1 - - -0.26159 0.64743 | 4.081582
9.68629 | 0.96862

4.4 Andlisis de la informacién
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En nuestro modelo de Machine Learning la variable a predecir es “dafios a los cultivos”, la cual es una variable
categorica y puede tomar los siguientes valores (O: cultivo saludable, 1: dafios por otras causas, 2: dafios por el uso
de pesticidas). Con el fin de conocer la interaccién de nuestra variable de salida, se realizaron una serie de graficos
gue la relacionan con las demas variables. En la figura 10 se puede observar que la probabilidad de tener un cultivo
sano disminuye a medida que se aumenta la cantidad de insectos; sin embargo, también se observa que los cultivos
podrian mantenerse saludables manteniendo el nimero de insectos en un rango aceptable entre las 300 y 800
unidades por metro cuadrado sin incrementar el uso de pesticidas, debido a que estos también afectan de manera
significativa la calidad de los cultivos.
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Fig. 10. Dafios a los cultivos vs Nimero estimado de insectos por metro cuadrado.

En la figura 11 se observa que a menor nimero de semanas de uso de pesticida aumenta la posibilidad de tener un
cultivo sano, y a mayor nimero de semana usando pesticida mayor posibilidad de dafiar el cultivo por exceso de

pesticidas.
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Fig. 11. Dafios a los cultivos vs Nimero de semanas usando pesticidas.
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En la figura 12 se puede ver que cuando se deja de usar pesticida, la probabilidad de pérdida del cultivo es alta, con
respecto a la posibilidad de un cultivo sano y o con dafios por otras causas. Segln el andlisis realizado, el uso de
pesticida es recomendado entre la segunda y la veinteava semana, debido a que el uso prolongado del pesticida
también incrementa los dafios al cultivo.
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Fig. 12. Dafios a los cultivos vs NUumero de semanas sin uso de pesticidas.

4.5 Seleccién de Modelo

De acuerdo con la variable de salida, que es el estado del cultivo, una variable categdrica que puede tomar solo tres
valores (0O: cultivo saludable, 1. dafios por otras causas, 2: dafios por el uso de pesticidas), nuestro modelo de
Machine Learning debe ser de categorizacién. De acuerdo con la revisién de literatura, se propone implementar los
algoritmos de: KNN Numero de vecinos cercanos (KNeighborsClassifier), arbol de decisiones (DecisionTreeClassifier),
SVM- Méaquina de Soporte Vectorial y Naive Bayes. Para la seleccion de modelo se tomard como métrica el “accuracy
score” o medida de precision.

Para realizar el entrenamiento y la validacién se realizo la division de los datos con la libreria “train_test_split” la cual
permite dividir los datos en entrenamiento, test y validacion, de tal forma que los subconjuntos de datos conserven la
misma proporcion de datos originales y de esta forma no afectar la prediccion. Para el entrenamiento se emple6 el
comando. “fit” y para la prediccién. “predict”.

TABLA 6
COMPARACION DE LOS MODELOS

Modelo Accuracy train Accuracy test
DecisionTreeClassifier | 0.8403239150600447 | 0.8406372474169085
KNeighborsClassifier | 0.8421540852909469 | 0.8410516982676306
SVM 0.8354601749943591 | 0.8410516982676306
Naive Bayes 0.8354601749943591 | 0.8354590096848997

De acuerdo con la tabla 6 los modelos que tiene un mejor desempefio son KNN y Decision tree, para estos modelos
se realizara un andlisis de sensibilidad para seleccionar los hiperparametros.

4.6 Seleccién de hiperparametros

Para la seleccion del hiperpardmetro de cada uno de los modelos se tomé como métrica el “accuracy score”.

4.6.1 KNN
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Para el modelo KNN el hiperpardmetro es el nimero de vecinos; para este se tomaron los siguientes valores de
vecinos: (20,25,30,40,45,50,60,70,80,90,100,110,120,130). La grafica de los datos se presenta en la figura 13.
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Fig. 13. Gréfica de los Hiperparametros de KNN.

Con el modelo de Knn se puede ver que el accuracy alcanzado por el modelo, con 200 vecinos, es de
0.8410516982676306 en validacion y para el entrenamiento es de 0.841960604672469.

4.6.2 Decision Tree

Para el modelo arbol de decisiones se tomaron los siguientes valores de profundidad (1,2,3, 4,5, 6,7, 8, 10, 12, 14,
16,18,20). Al graficar los datos se obtiene la figura 14.
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Fig. 14. Grafica de busqueda de Hiperparametros de DecisionTreeClassifier

Con el modelo de arbol de decision, desde una profundidad de 6, se tiene un accuracy de validacion de
0.8425521756922657 y entrenamiento es 0.8426805726176448. A partir de esta profundidad se cae en el problema

Revista Cintex | Vol25(2) | julio diciembre| 2020
25



Carlos Alejandro Ramirez Gémez

del sobre ajuste, ya que el entrenamiento tiene un mejor ajuste que la validacién, lo que se entiende como que el
modelo se esta aprendiendo los resultados y no tiene una buena prediccion.

Al comparar los modelos KNN y Decision-tree se puede ver que este Ultimo tiene un mejor desempefio con un costo
computacional menor, por lo que el modelo seleccionado es el Decision-tree. Adicionalmente, se realizara el analisis
de un modelo de ensamble Boosting. El Boosting engloba a una familia de algoritmos cuya idea general es tomar
modelos sencillos como los arboles de decision y mejorar sus predicciones de manera secuencial. Para mejorar esas
predicciones, el algoritmo entrena cada modelo secuencialmente con todos los datos en cada iteracion y para cada
nuevo modelo se le da mas peso a los datos que no fueron bien clasificados o cuyo error en regresion sea mas alto.
Finalmente, la prediccion va a ser una suma ponderada de todos los clasificadores base o en el caso de clasificacién
por votacion Es similar a bagging en el sentido de que usa varios modelos base; sin embargo, el entrenamiento es
secuencial y dependiente, es decir, el modelo en la iteracién actual depende de las predicciones en la iteracion
anterior. Para implementar el modelo de ensamble Boosting se utilizé la libreria sklearn.svm
ensemble.AdaBoostClassifier [20]. Para el modelo Boosting se utilizé un ajuste de tres modelos Decision Tree con una
profundidad de 2, donde se obtiene el accuracy score de la Tabla 7.

TABLA 6
COMPARACION DE LOS MODELOS
Modelo Accuracy train Accuracy test

AdaBoostClassifier | 0.8403239150600447 | 0.8402673577956623

Al analizar los resultados obtenidos el mejor modelo es Boosting ya que es el que permite un mejor ajuste tanto para
el entrenamiento como la validacion

5 CONCLUSIONES

En este trabajo se propusieron cinco modelos de Machine Learning para predecir el estado de un cultivo en la
cosecha a partir de la informacion recolectada sobre el uso de pesticidas y otras variables.

Para la primera comparacion se tiene los modelos de KNN, Decision Tree, SVM y Naive Bayes, al realizar el ajuste
con “accuracy score” se obtiene que los dos mejores modelos son KNN y Decision Tree por lo cual se procedié hacer
un mejor ajuste de sus parametros a través de un analisis de sensibilidad. Como resultado, los parametros fueron de
200vecinos para KNN, mientras que para arbol de decisién el parametro de profundidad es de 5.

Al comparar los dos métodos el arbol de decisién presenta un mejor desempefio ya que logra obtener un mejor ajuste,
adicionalmente, lo logra con un coste computacional significativamente menor por lo cual se puede decir que es el
mejor modelo para la prediccién durante esta primera ronda de comparacion.

Por altimo, se propuso un modelo de ensamble tipo Boosting a partir de modelos Decision Tree con el cual se logré
hacer una mejor aproximacién con la suma varios modelos mas simples dando como resultado el modelo
seleccionado para la prediccién del estado de la cosecha.
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